
ACELERANDO O DESENVOLVIMENTO E O PROCESSAMENTO DE ANÁLISES 
NUMÉRICAS COMPUTACIONAIS UTILIZANDO PYTHON E CUDA 

 
Tiago Martinuzzi Buriol  
Marco André Argenta 
tiagoburiol@gmail.com 
marco.argenta@gmail.com  

Universidade Federal do Paraná, Centro Politécnico Jd Américas,  
CEP 81531-990, Curitiba, Paraná, Brasil 
 
 
Resumo. Problemas de engenharia comumente requerem soluções aproximadas obtidas por 

métodos numéricos. A qualidade de tais soluções é influenciada por fatores como a 

discretização do domínio, os algoritmos utilizados, a precisão da representação numérica, 

dentre outros. O poder computacional disponível atualmente permite que as análises sejam 

maiores e mais complexas, fornecendo soluções de maior qualidade. No entanto, apesar da 

grande oferta de processamento, existe uma falta de conhecimento em técnicas de 

computação de alto desempenho e de computação paralela dentre pesquisadores. A 

arquitetura de computação paralela CUDA, por exemplo, permite obter desempenho próximo 

ao de supercomputadores em um computador pessoal. Para isso, utiliza os processadores 

vetoriais, com centenas de núcleos, das unidades de processamento gráfico (GPU) NVIDIA. 

O objetivo desse trabalho é discutir uma plataforma para programação científica que 

proporciona um relativo ganho de produtividade e desempenho. Para ilustrar, são 

apresentados os resultados da análise modal de uma estrutura reticulada, realizada usando-

se um programa de elementos finitos desenvolvido com a linguagem de programação Python, 

o pacote numérico NumPy e o encapsulador PyCUDA para acesso à GPU. Aspectos práticos 

da implementação são discutidos e uma comparação com a simulação feita com os software 

comercial ANSYS é apresentada. 
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1 INTRODUÇÃO 

Freqüentemente problemas de engenharia são investigados por meio de métodos 
numéricos computacionais. Tal abordagem provê soluções aproximadas cuja qualidade é 
influenciada pela forma como o domínio do problema é discretizado, a escolha dos algoritmos 
utilizados, a precisão da representação numérica, dentre outros fatores. Nesse sentido, uma 
solução aproximada mais acurada requer maior poder de processamento computacional. O 
poder de processamento computacional disponível atualmente permite, em geral, que as 
análises sejam maiores e mais complexas e forneçam soluções de maior qualidade. No 
entanto, ocorre uma falta de conhecimento em técnicas de computação de alto desempenho e 
de computação paralela dentre pesquisadores. Com isso, ainda esperam várias horas para a 
obtenção de resultados relativamente simples, mesmo utilizando pacotes comerciais 
especializados. 

Problemas cada vez maiores e modelos matemáticos mais complexos exigem uma 
computação intensa, e dessa forma, geram demanda para a área no mercado mundial atendida 
por empresas que utilizam tecnologias como Cell1, GPGPU2 e aglomerados de computadores3 
(cluster). Tais empresas oferecem produtos projetados para atender a domínios específicos de 
aplicações. Mas esse cenário tem sofrido mudanças significativas nos últimos cinco anos. A 
evolução das CPUs (Central Processing Unit) com múltiplos núcleos e das GPU’s (Graphics 

Processing Unit) com dezenas ou centenas de núcleos elevou os computadores pessoais a 
outro patamar (Gumerov, 2008). Os chips dos processadores modernos são agora sistemas 
paralelos com alto poder de processamento cujo desempenho pode aproximar-se ao de 
supercomputadores e clusters (NVIDIA, 2009). As GPUs, inicialmente designadas ao 
processamento gráfico, hoje, contêm o mais poderoso chip disponível em uma estação de 
trabalho de alto desempenho (Luebke, 2008). O desafio, então, tornou-se desenvolver 
aplicativos que possam distribuir adequadamente as tarefas os vários núcleos para, assim, 
conseguir um ganho real de desempenho (NVIDIA, 2009).  

Em 2007 a NVIDIA publicou a primeira especificação da extensão da linguagem C para 
a arquitetura CUDA que permite utilizar os processadores da placa de vídeo para outros fins, 
como processamento numérico e computação científica. Existem também wrappers para 
CUDA que permitem desenvolver aplicações em Java (jCUDA), C# (CUDA.NET) ou Python 
(PyCUDA). Por serem desenhadas para aumentar o desempenho de aplicações gráficas, as 
GPUs são capazes de realizar grande quantidade de operações aritméticas simultaneamente. 
Dedicam mais transistores ao processamento de dados, em vez de cache e controle de fluxo, 
como ocorre nas CPUs. São, portanto, poderosas ferramentas para processar grandes 
quantidades de dados paralelamente o que é ideal para muitas aplicações científicas 
envolvendo métodos numéricos. Processar dados na GPU é, primeiramente, uma maneira de 
“aliviar” a CPU e, além disso, o aumento de desempenho pode ser significativo por um preço 
bem meno se comparado a outros sistemas. 

Dentre as várias linguagens de programação que possibilitam acessar funções da GPU, a 
linguagem Python apresenta algumas características que podem fazer dela a melhor escolha. 
Por exemplo, Python é uma linguagem Orientada a Objetos (OO), poderosa e escrita para ser 
de fácil aprendizado. Possui uma sintaxe clara e concisa, que favorece a legibilidade do 
código e a geração de programas livres de erros. Além disso, inclui diversas estruturas de alto 
nível (listas, tuplas, dicionários, data/hora, complexos e outras) e uma vasta coleção de 
                                                
1  http://www.research.ibm.com/cell/ 
2  http://gpgpu.org/ 
3  http://pt.wikipedia.org/wiki/Cluster 



módulos prontos para uso, além de frameworks de terceiros que podem ser adicionados 
tornando a linguagem consideravelmente mais produtiva (Coelho, 2008).  

Neste trabalho é descrita a configuração e, também, é discutida a utilização de uma 
conveniente plataforma para desenvolvimento de aplicações científicas e programação da 
GPU. A plataforma combina a comodidade e produtividade da linguagem de script Python 
com o alto desempenho do processamento paralelo na GPU. Uma aplicação de Método dos 
Elementos Finitos para análise modal das vibrações livres em uma torre foi desenvolvida e os 
resultados foram comparados com os obtidos pelos pacotes comerciais ANSIS e Sap2000. O 
objetivo do trabalho foi experimentar o desempenho e a conveniência do conjunto de 
ferramentas utilizadas, todas gratuitas, e avaliar as dificuldades e contrapontos encontrados. 
Também foi objetivo contribuir com outros pesquisadores interessados nesse assunto no 
sentido realizar um levantamento, reunir e descrever um conjunto de ferramentas que 
constituem um produtivo ambiente de desenvolvimento para computação científica fazendo 
uso do notável poder da GPU. 

2 COMPUTAÇÃO EFICIENTE E DESENVOLVIMENTO PRODUTIVO COM 
PYTHON E CUDA™ 

A Computação científica (CC) é o campo de estudo que busca desenvolver modelos 
matemáticos para soluções numéricas computacionais de problemas científicos. Simulações 
numéricas são usadas para reconstruir eventos conhecidos, tais como um desastre natural, e 
também, para prever situações nunca observadas. Ou ainda, realizar análises de tensões, 
deformações em estruturas, escoamentos de fluidos, e muitas outras.  

Em geral, problemas complexos como simulações meteorológicas ou análise de grandes 
estruturas, requerem um alto poder de processamento computacional. Dessa maneira, em CC 
há uma grande ênfase no desenvolvimento utilizando a linguagem Fortran, pois permite a 
criação de programas que primam pela velocidade de execução. Outra linguagem bastante 
utilizada em CC, também por razões de desempenho, é a linguagem de programação C. 
Fortran surgiu como uma linguagem procedural e somente versões recentes suportam o 
paradigma de Programação Orientada a Objeto (POO). No caso da linguagem C, somente seu 
descendente, C++ suporta POO.  

A vantagem da POO, em comparação a outros paradigmas, é que permite ao programador 
pensar ao nível do problema e não ao nível da computação (Rodrigues, 2004). Possibilita um 
controle maior do programa e um melhor reaproveitamento de código. Além disso, a 
orientação ao objeto permite alterar aspectos da implementação sem alterar sua interface. Ou 
seja, permite a criação de bibliotecas com interface definida, em que modificações como 
otimizações de código, por exemplo, não interferem na interface de uso.  

A linguagem Python é orientada a objetos, interpretada, e escrita para ser de fácil 
aprendizado, além disso, dispõe de vários módulos bastante convenientes o que faz dela uma 
opção que provê alta produtividade no desenvolvimento de aplicações.  

De maneira geral, as linguagens interpretadas tais como Python alcançam um 
desempenho inferior em comparação a linguagens como C e Fortran, no entanto, permitem 
um desenvolvimento mais rápido.  A combinação de Python com o processamento na GPU 
usando CUDA oferece uma conveniente combinação da produtividade de Python com o 
desempenho da GPU. Para acessar as funções da API de CUDA com o Python é usado o 
wrapper PyCUDA o qual apresenta algumas vantagens em relação ao uso da extensão C (C 

for CUDA) da NVIDIA. Tais vantagens são descritas na seção 3.4.  
O modelo de programação em CUDA define funções em C, chamadas kernels que, 

quando chamadas, serão executadas N vezes em paralelo por N diferentes threads na GPU. 
Blocos de threads podem ter uma, duas, ou três dimensões, fornecendo um meio natural para 



ser em utilizados no cálculo de campos escalares uni, bi ou tridimensionais. Na Tabela 1 são 
mostrados exemplos de códigos para a adição de duas matrizes, primeiramente utilizando a 
CPU (1a) e depois, utilizando um único bloco de threads, na GPU (1b).  

Tabela 1 – Exemplo de código em C para adição de duas matrizes na: (a) utilizando a 
CPU e (b) utilizando a GPU com a extensão C para CUDA da NVIDIA 

// Adicionando 2 matrizes na CPU em C  
void addMatrix(float *a, float *b,  
float *c, int N)  
{  
  int i, j, index;  
    for (i = 0; i < N; i++) {  
      for (j = 0; j < N; j++) {  
        index = i + j * N;  
        c[index]=a[index] + b[index];  
      }  
    }  
}  
 
void main()  
{  
  addMatrix(a, b, c, N);  
} 

// Adicionando 2 matrizes na CPU em C 
__global__ void addMatrix(float *a,float *b, 
float *c, int N)  
{  
  int i= threadIdx.x;  
  int j= threadIdx.y;  
  int index= i + j * N;  
  c[index]= a[index] + b[index];  
}  
 
void main()  
{  
  dim3 blocksize(N, N),  
  addMatrix<<<1, blocksize>>>(a, b, c, N);  
} 

 
Na Tabela 2 são mostrados exemplos de códigos Python para a adição de duas matrizes, 

primeiramente utilizando a CPU (1a) e depois, utilizando um único bloco de threads, na GPU 
(1b). 

Tabela 2 – Exemplo de código em Python para adição de duas matrizes na: (a) 
utilizando a CPU e (b) utilizando a GPU com PyCUDA 

# Em Python  
def addMatrix():  
  for i in range(0, N):  
    for j in range(0, N):  
      ndx=i + j*N   
      c[ndx]=a[ndx] + b[ndx]  
 
addMatrix() 

# Na GPU usando Python e PyCuda 
a_gpu = gpuarray.to_gpu(a.astype(numpy.float32)) 
b_gpu = gpuarray.to_gpu(b.astype(numpy.float32)) 
 
c = (a_gpu + b_gpu).get() 

 

3 VISÃO GERAL DAS FERRAMENTAS UTILIZADAS 

3.1 CUDA™ 

CUDA é uma arquitetura de computação paralela de propósito geral desenvolvida pela 
NVIDIA que permite utilizar os recursos do mecanismo de computação paralela das unidades 
de processamento gráfico (GPUs) da NVIDIA. Utilizando tais recursos é possível acelerar o 
processamento numérico de aplicações de tal forma que permite resolver muitos problemas 
computacionais complexos como aqueles encontrados em Computação Científica em uma 
fração do tempo necessário utilizando uma CPU (CUDA, 2009).  

No site da NVIDIA (http://www.NVIDIA.com.br/object/CUDA_home_br.html) é 
possível ver milhares pesquisas de desenvolvimento de software utilizando CUDA para 
resolver problemas em aplicativos como processamento de vídeos e áudio e simulação de 
efeitos físicos, exploração de gás e petróleo, design de produtos, processamento de imagens 
na área médica e pesquisa científica e muitos outros. 

A programação em CUDA pode ser feita por meio de duas diferentes interfaces: (1) a 
nível de hardware, na qual a aplicação utiliza a liguagem de DirectX, OpenGL ou a própria 
API do Driver CUDA ou (2) usando integração de linguagens de programação, na qual o 
programador utiliza uma pequena extensão da linguagem C para executar funções na GPU. 



3.2 PYTHON 

Python é uma linguagem de programação criada por Guido van Rossum , no Instituto 
Nacional de Pesquisa para Matemática e Ciência da Computação da Holanda (CWI), em 
1991. Atualmente possui um modelo de desenvolvimento comunitário, aberto e gerenciado 
pela organização sem fins lucrativos Python Software Foundation

4. A linguagem foi projetada 
com a filosofia de enfatizar a importância do esforço do programador sobre o esforço 
computacional. Prioriza a legibilidade do código sobre a velocidade ou expressividade.  

A linguagem inclui diversas estruturas de alto nível (listas, tuplas, dicionários, data / 
hora, complexos e outras) e uma vasta coleção de módulos prontos para uso, além de 
frameworks de terceiros que podem ser adicionados. Também possui recursos encontrados em 
outras linguagens modernas, tais como: geradores, introspecção, persistência, metaclasses e 
unidades de teste.  

Multiparadigma, a linguagem suporta programação modular e funcional, além da 
orientação a objetos. Mesmo os tipos básicos no Python são objetos. A linguagem é 
interpretada através de bytecode pela máquina virtual Python, tornando o código portável. 
Com isso é possível compilar aplicações em uma plataforma e rodar em outras ou executar 
direto do código fonte. Python é um software de código aberto (com licença compatível com a 
General Public License (GPL), porém menos restritiva, permitindo que o Python seja 
incorporados em produtos proprietários). Python é muito utilizado como linguagem script em 
vários softwares, permitindo automatizar tarefas e adicionar novas funcionalidades, entre eles: 
BrOffice.org, PostgreSQL, Blender e GIMP. Também é possível integrar o Python a outras 
linguagens, como a Linguagem C. Em termos gerais, o Python apresenta muitas similaridades 
com outras linguagens dinâmicas, como Perl e Ruby (Borges 2009). 

Python utiliza tipagem dinâmica, o que significa que o tipo de uma variável é inferido 
pelo interpretador em tempo de execução (isto é conhecido como Duck Typing). No momento 
em que uma variável é criada através de atribuição, o interpretador define um tipo para a 
variável, com as operações que podem ser aplicadas. O Python tem tipagem forte, ou seja, ele 
verifica se as operações são válidas e não faz coerções automáticas entre tipos 
incompatíveis3. Para realizar a operação entre tipos não compatíveis, é necessário converter 
explicitamente o tipo da variável antes da operação. 

3.3 NumPy 

O NumPy é o pacote básico da linguagem Python que permite trabalhar com arranjos, 
vetores e matrizes de N dimensões, de uma forma comparável e com uma sintaxe semelhante 
ao software proprietário Matlab, mas com muito mais eficiência, e com toda a expressividade 
da linguagem. Provê diversas funções e operações sofisticadas, incluindo:  Objeto array para a 
implementação de arranjos multidimensionais; Objeto matrix para o cálculo com matrizes;  
Ferramentas para álgebra linear; Transformadas de Fourier básicas; Ferramentas sofisticadas 
para geração de números aleatórios. Além disso, as classes criadas podem ser facilmente 
herdadas, permitindo a customização do comportamento (por exemplo, dos operadores típicos 
de adição, subtração, multiplicação, etc.). O módulo é implementado em linguagem C, o que 
dá uma grande velocidade às operações realizadas. 

3.4 PyCUDA 

PyCUDA é um encapsulador escrito em Python, de código aberto, que fornece acesso 
fácil aos recursos da API CUDA desenvolvida pela NVIDIA para computação paralela. 
                                                
4 http://www.Python.org/psf/ 



Existem muitos outros encapsulamentos para CUDA disponíveis, mas alguma vantagens 
fazem de PyCUDA uma escolha bastante conveniente. Por exemplo, a limpeza automática de 
objetos por de escopo (técnica chamada RAII em C++) o que torna mais fácil escrever 
códigos corretos, livres de vazamentos de recursos e outras falhas (Stroustrup, 2001). 
PyCUDA gerencia as dependências por isso não elimina um contexto antes que toda a 
memória alocada seja liberada. Abstrações como PyCUDA.driver.SourceModule e 
PyCUDA.gpuarray.GPUArray tornam a programação mais simples e intuitiva em 
comparação à extensão da linguagem C fornecida pela NVIDIA. PyCUDA também permite 
acessar integralmente todos recursos da API CUDA. Verifica erros automaticamente - todos 
os erros CUDA são convertidas automaticamente em exceções Python. A camada de base é 
escrita em C++ o que garante o bom desempenho (Kloeckner, 2009). 

3.5 VTK 

O VTK (Visualization ToolKit) é um software gratuito, de código aberto, para 
computação gráfica 3D, processamento de imagem e visualização. Consiste numa biblioteca 
de classes, implementada e desenvolvida em linguagem C++ utilizando os princípios de 
programação orientada ao objeto e é independente da plataforma de desenvolvimento (MS 
Windows, Unix, Machintosh). Possuí também várias interfaces para linguagens interpretadas, 
que permitem desenvolver aplicações noutras linguagens para além de C++, como Tcl/Tk, 
Java e Python. Com o seu código fonte em C++ disponibilizado livremente, foi desenvolvido 
para ser facilmente expansível. Novas classes podem ser facilmente implementadas com o 
apoio da vasta documentação disponibilizada no código e nas páginas do manual on-line. 
Neste trabalho, o VTK foi utilizado para a visualização da estrutura da torre em estudo e dos 
resultados dos modos de vibração. 

4 ALGUNS DETALHES SOBRE O MODELO DE PROGRAMAÇÃO DE CUDA 

A programação utilizando a extensão C para CUDA não exige conhecimento do 
hardware gráfico, do pipeline da OpenGL ou do uso de texturas, que é forma convencional de 
trafegar informação entre CPU e GPU (Leubke, 2008). Além disso, é disponibilizada 
gratuitamente para as plataformas Windows, Linux e Mac e possui, atualmente, versão estável 
e bem documentada. A extensão permite que programadores definem funções em C, 
chamadas kernels que, quando chamadas, serão executadas N vezes em paralelo por N 
diferentes threads na GPU. 

Blocos de threads podem ser uma, duas, ou três dimensões, fornecendo um meio natural 
para ser em utilizados em computação de elementos de um domínio vetorial, matricial, ou 
tensorial, ou então, campos escalares uni, bi ou tridimensionais. 

CUDA pode ser considerada uma API de baixo nível, pois expõe os tipos diferentes de 
memória da placa gráfica e exige que o desenvolvedor configure seus acessos a memória 
global, a cache e a quantidade e disposição das threads para atingir o melhor desempenho. A 
placa gráfica opera como um dispositivo adicional, um co-processador aguardando instruções 
da aplicação. O desenvolvedor é o responsável pelo escalonamento de atividades entre a CPU 
(host) e a GPU (device). 

 



 

Figura 1 – Esquema dos Grids, Blocks e Threads. 

A distribuição das threads em CUDA é feita através da definição de blocks no grid da 
placa gráfica. Grid é a configuração da placa para a execução de um kernel. Não é possível 
executar grids em paralelo. Um bloco é um conjunto de threads que serão executadas 
sincronizadamente e terão memória compartilhada entre elas. A comunicação entre blocos é 
feita através da memória global, que é mais lenta que a memória compartilhada entre as 
threads de um bloco. Blocos e threads possuem identificadores tridimensionais. É através 
deles que o desenvolvedor saberá em que thread está e que parte da memória esta thread deve 
processar. 

CUDA possui seis tipos diferentes de memória. Cada thread possui sua memória local  
que são as variáveis declaradas dentro do kernel e os registradores, que tem a mesma função 
dos registradores de CPU e não são definidos pelo programador. Cada multiprocessador, um 
conjunto síncrono de processadores, possui uma memória compartilhada entre suas threads. A 
mesma informação está disponível para todas as threads daquele bloco. Há ainda a memória 
global, a memória de constantes, e a memória de texturas. As duas últimas são somente leitura 
e a memória de texturas e de constantes possui um cache automático. O programa hospedeiro 
(Host) se comunica com as threads através das memórias constante, textura e global. Para 
atingir o máximo desempenho, o desenvolvedor deve conhecer esta arquitetura, que sofre 
variações placa para placa, e projetar a sua solução orientado a ela. 

Enquanto a memória local, a compartilhada e a memória de constantes tem acesso rápido 
(cerca de 4 flops), a memória global e a memória de textura são muito lentas (cerca de 700 
flops). Por esse motivo é comum, no início do processamento, levar os trechos mais acessados 
da memória global para a memória compartilhada e só então executar o algoritmo. O 
desenvolvedor deve planejar minuciosamente a sua solução, agrupando em blocos as threads 
que atuam em posições de memória próximas. CUDA não possui stack e a recursão é 
limitada. 

5 CARACTERÍSTICAS DA PLATAFORMA 

Basicamente, a plataforma de desenvolvimento é constituída de um conjunto de 
software's livres, alguns de código aberto, que vão desde o sistema operacional Linux Ubuntu 
9.04 até os módulos para linguagem Python como o NumPy e PyCUDA.   

O aplicativo foi desenvolvido em Python segundo diretrizes de POO e os kernels CUDA 
foram escritos usando a extensão C para a API de CUDA. Foram escritas classes para ler os 
arquivos de entrada, gerar as matrizes, fazer as chamadas dos kernels CUDA, dentre outras 
tarefas. Utilizando os princípios de Orientação a Objeto foi possível “dividir” o problema em 
problemas menores e, com isso, verificar a consistência e tratar os erros de cada parte 
separadamente. Dessa forma, o código se tornou mais fácil de gerenciar, reaproveitar trechos 
de código e, portanto, lidar com problemas maiores com maior controle e facilidade. A 
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linguagem Python também dispõem de vários módulos que reduzem o esforço de 
desenvolvimento e a tornam uma linguagem altamente produtiva (Borges, 2009).    

O plataforma em que este trabalho foi realizado trabalho utiliza o ambiente de 
desenvolvimento Eclipse 3.55 juntamente com o plugin PyDev6 para Python. O ambiente 
Eclipse oferece muitas comodidades como, por exemplo, diversas teclas de atalho, editor de 
texto que colore o código de acordo com a sintaxe da linguagem e, principalmente, o 
“autocopletar” que mostra, por exemplo, a lista de métodos disponíveis em uma classe. 
Definitivamente essas características aceleram o processo de desenvolvimento.  

O módulo principal para fazer a comunicação da CPU com a GPU é o PyCUDA7 o qual, 
por sua vez, utiliza o módulo NumPy8 além da bibiloteca Boost9. Alguns kernels para 
executar funções na GPU forma implementados na linguagem C de acordo com a sintaxe da 
API de CUDA. Um desses kernels realizou a “montagem” de todas as matrizes de massa e 
rigidez da estrutura de uma vez só. São um total de 1734 matrizes de 12x12. Essas matrizes   
são montadas a partir do comprimento de todos os 1734 elementos, das propriedades dos 
materiais (Modulo de elasticidade, densidade, coeficiente de poisson) e dos cossenos diretores 
de cada barra em relação ou sistema de coordenadas global adotado.   

Para a visualização da estrutura foi utilizado o VTK - Visualization Toolkit10 que possui 
um wrapper para Python também bastante conveniente. 

Uma vez construídas as matrizes globais de rigidez e de massa da estrutura completa, 
utilizou-se o módulo Symeig11 para obter os autovalores generalizados. O Symeig contém um 
wrapper para as funções otimizadas da biblioteca LAPACK12. Os algoritmos especializados 
dessa biblioteca garantem o desempenho na solução de problemas de autovalor genérico. 

Como comparativo entre a utilização dos núcleos da GPU para o processamento paralelo 
dessas informações, foi montado o mesmo código em Python sem a utilização do PyCUDA 
para o encapsulamento do código na GPU. Essa comparação foi baseada no tempo de 
execução dos dois códigos. As procedures em PyCUDA foram substituídas por simples loops 
para a criação das matrizes de rigidez e massa de todos os 1734 elementos. 

6 A APLICAÇÃO 

A torre analisada neste trabalho foi projetada para uma linha de transmissão de 230 kV 
com circuito duplo, a ser implantada no estado de Santa Catarina. Esta torre será modelada 
utilizando o pé de 8 m e as extensões A, B e C, possuindo assim uma altura total de 58,55 m. 
As extensões servem para aumentar a altura da torre para que a linha transponha estradas, 
ferrovias, árvores, outras linhas de transmissão, com uma altura segura para os cabos. 

Composta exclusivamente de perfis metálicos, sendo na sua maioria cantoneiras de abas 
iguais, esta torre possui 1534 barras a serem modeladas com 13 tipos de perfis diferentes. 

A cantoneira metálica quando solicitada a um esforço normal de compressão sofre flexão 
e torção ao mesmo tempo, fenômeno conhecido como interação flexo-torção, causado pela 
não coincidência entre o centro de gravidade da seção e o centro de torção. Porém devido às 
simplificações no programa criado para a modelagem da estrutura, esta interação não será 
considerada.  
                                                
5 http://www.eclipse.org/ 
6 http://pydev.org/ 
7 http://mathema.tician.de/software/pycuda 
8 http://numpy.org/ 
9 http://www.boost.org/ 
10 http://www.vtk.org/ 
11 http://mdp-toolkit.sourceforge.net/symeig.html 
12 http://www.netlib.org/lapack/ 



Outro fato que também decorre das simplificações do programa é a independência da 
direção das abas das cantoneiras para a análise da estrutura. Se no projeto uma cantoneira 
aparece com as abas voltadas para fora, por exemplo, no programa esta direção pode ser 
qualquer, pois a análise de elementos finitos de barras adotada depende apenas de fatores 
como a área ou momentos de inércia da seção, e não da disposição do perfil.  

 

 

Figura 2 – A Torre. 

Uma visão geral do modelo da torre (Figura 2), da face perpendicular à linha de 
transmissão (direção Y, Face Transversal, Figura 2b) e da face paralela à linha (direção X, 
Face Longitudinal, Figura 2c). 

6.1 Elementos finitos 

Uma das etapas principais de um projeto é a análise estrutural, cujo objetivo é obter todos 
os deslocamentos da estrutura e as deformações e tensões decorrentes, ou os esforços 
resultantes. Nem sempre é possível a resolução de grandes estruturas ou estruturas complexas 
por métodos analíticos clássicos. Com o avanço e desenvolvimento de novas tecnologias de 
processamento de dados e das linguagens de programação, métodos aproximados de solução, 
que podem ser implementados facilmente, estão se tornando comuns para análise de grandes 
estruturas. Um destes métodos é o método dos elementos finitos (MEF), o qual será utilizado 
para o desenvolvimento deste trabalho. 

O MEF consiste em dividir o domínio do problema em um número discreto de regiões de 
dimensões finitas, denominadas elementos finitos. Ao conjunto de elementos finitos dá-se o 
nome de malha de elementos finitos. A Figura 1 mostra parte de uma estrutura discretizada 
pelo MEF. 

 



 

Figure 3 – Estrutura metálica discretizada pelo MEF. 

As incógnitas do problema de MEF são expressas em função de valores nodais que são 
relacionados com os deslocamentos internos do elemento através de funções de interpolação 
(polinômios no caso do MEF) válidas para cada região ou elemento. Estes polinômios podem 
ser lineares, quadráticos, cúbicos, etc., o que fornece uma maior flexibilidade ao método. O 
aumento no grau do polinômio é conhecido como refino p. 

Uma análise de elementos finitos envolve tipicamente os seguintes passos, COOK 
(1987): (1) Dividir a estrutura em vários elementos; (2) Formular as propriedades de cada 
elemento; (3) Associar todos os elementos para obter o modelo de elementos finitos da 
estrutura; (4) Aplicar as solicitações; (4) Aplicar apoios na estrutura, ou seja, especificar 
como a estrutura é suportada; (6) Resolver o sistema de equações de equilíbrio da estrutura e 
obter os deslocamentos nodais; (7) Calcular as tensões nos elementos a partir dos 
deslocamentos nodais. 

O poder do MEF reside na sua versatilidade. No entanto, o método também tem as suas 
limitações. Um computador, um programa confiável e uso coerente são essenciais. É 
necessário que o usuário do programa conheça bem a formulação do método para fornecer os 
dados de entrada e interpretar os resultados corretamente. 

Deve-se ressaltar que a solução obtida para o problema é uma solução aproximada. 
Atendidas certas condições, conforme será visto mais adiante, refinando-se a malha, ou seja, 
aumentando-se o número de elementos, também conhecido como refino h, a solução 
aproximada tende para a solução exata, ou seja, o método é dito convergente. É lógico que 
para estruturas muito complexas é praticamente impossível determinar a solução exata, 
devido ao fato da necessidade de um número muito grande de elementos. Porém em estruturas 
mais simples pode-se obter realmente a solução exata apenas com alguns refinos de malha. 

A estrutura da torre em estudo será modelada por elementos de pórtico 3D de dois nós. 
Particularizando para elemento de barra, o campo de deslocamentos ao longo do elemento é 
descrito pelo vetor 
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onde ����� é o deslocamento na direção x causado por um esforço axial, ����� e ����� são 
os deslocamentos de translação nas direções y e z respectivamente e ����� os deslocamentos 
de rotação em torno do eixo x. 



O deslocamento total na direção x é obtido pela expressão 
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sendo �����  e ����� são as rotações em torno dos eixos y e z, são obtidas a partir dos 
deslocamentos ����� e �����, desconsiderando-se o efeito da deformação por cisalhamento 
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Figure 4 – Elemento de pórtico 3D. 

Cada nó possui seis graus de liberdade, conforme a Erro! Fonte de referência não 
encontrada., definindo-se o vetor de deslocamentos nodais do elemento por 
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onde o índice superior, i ou j, corresponde ao deslocamento no nó i ou j, respectivamente. 

O campo de deslocamentos ao longo do elemento pode ser obtido a partir dos 
deslocamentos nodais por meio de funções de interpolação. 

6.2 Modos naturais de vibração 

Os modos naturais de vibração de uma estrutura são obtidos através da análise de 
vibrações livres, desconsiderando, na equação de movimento, a parcela correspondente ao 
amortecimento e também às excitações externas. Portanto a equação é reescrita na forma: 

 
 0+ =&&MU KU , (4) 

 
onde � é a matriz de massa da estrutura, ��  é o vetor das acelerações da estrutura, � é a 
matriz de rigidez da estrutura e � os deslocamentos nodais da estrutura. 

Admitindo que o movimento de vibração livre seja um movimento simplesmente 
harmônico, os seus deslocamentos no tempo podem ser representados por: 

 
 ( )sen tω ϕ= +U φ φ φ φ , (5) 

 



sendo φφφφ  um vetor independente do tempo que define a forma modal de vibração, ω  a 
frequência de oscilação e ϕ  o ângulo de fase. 

Substituindo a equação (5) na equação (4) e lembrando que o movimento de vibração 
livre é simplesmente harmônico, a parte senoidal da equação é arbitrária e, portanto 

 

 ( )2ω− =K M 0φφφφ . (6) 

 
O sistema de equações acima representa um problema clássico de autovalores e 

autovetores, no qual as frequências naturais 2ω  representam os autovalores e associado a 
estes tem-se os autovetores, representados pelas formas modais de vibração φφφφ . 

A solução não-trivial para φφφφ  na equação (6) existe somente se 
 

 ( )2det 0ω− =K M . (7) 

 
Observa-se que o resultado do determinante na equação (7) é um polinômio de ordem n , 

sendo n  igual ao número de graus de liberdade da estrutura, e as raízes deste polinômio 
fornecem as frequências naturais de vibração. Substituindo essas raízes encontradas na 
equação (6), calculam-se as formas modais ou modos de vibração. 

7 RESULTADOS 

A análise modal da estrutura foi realizada utilizando inicialmente o software ANSYS e, 
então, foi implementado o algoritmo utilizando a linguagem Python, sem a utilização do 
processamento da GPU, e finalmente foi implementado o algoritmo utilizando a GPU por 
meio do wrapper PyCUDA.  

A avaliação do desempenho do processamento numérico foi realizada apenas em termos 
comparação do tempo de processamento. Uma análise mais detalhada seria necessária para 
avaliar o real ganho de desempenho pelo uso da GPU. Neste trabalho, o objetivo foi 
apresentar uma plataforma conveniente para o desenvolvimento de programas no sentido de 
unir a produtividade da linguagem interpretada Python com o desempenho do processamento 
utilizando a GPU.  
 Com o software ANSYS a simulação completa levou aproximadamente 122,328 
segundos enquanto que o algoritmo em Python levou 150,512 segundos para completar a 
análise. Embora o ANSYS tenha sido mais rápido, o tempo gasto pelo programa em Python 
foi de 1,860 segundos para montar as matrizes de rigidez e de massa globais da estrutura 
(3972 por 3972 elementos) e 148,652 segundos para calcular os autovalores generalizados. 
Utilizando as funções CUDA para realizar as operações na geração das matrizes, o tempo foi 
reduzido para 0,08354 segundos sendo, portanto, cerca de 22 vezes mais rápido.  
 Os resultados mostraram que, mesmo realizando uma pequena parte do processamento 
na GPU a combinação da linguagem interpretada com o processamento na GPU oferece uma 
alternativa bastante conveniente para o desenvolvimento de algoritmos numéricos.   

8 CONCLUSÕES 

Com o fato de que o cálculo dos autovalores e autovetores generalizados da estrutura não 
utilizou a GPU, e não é paralelizado, por causa do uso do modulo Symeig, os resultados em 
um tempo total acima do tempo de calculo do ANSYS. No entanto, a eficiência do uso da 
GPU para a aceleração no desempenho de um código escrito em linguagem de altíssimo nível, 
como o caso do Python, se mostrou ser verdadeira, quando comparou-se os resultados das 



montagens das matrizes dos elementos da estrutura. A comparação foi entre o programa 
somente escrito em Python, com o programa que utiliza os kernels CUDA, sendo o tempo 
pouco mais de 22 vezes menor quando utilizados os kernels CUDA. 
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